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Abstract — This research aims to predict heart disease using Machine Learning. The dataset used is obtained from a website 

called Kaggle. The benefits of this research can help prevent someone from getting heart disease; and start a lifestyle change. The 
use of Machine Learning can help to predict the likelihood of a person developing heart disease. Some Machine Learning 

algorithms used in this research are K-Nearest Neighbor, Decision Tree, and Random Forest. The use of Machine Learning 

algorithms can also be supported using Hyperparameter tuning to improve the performance of Machine Learning algorithms. 

Hyperparameter tuning aims to find the best parameters of each algorithm that provide the most optimal performance. The 
results of the experiments obtained show that the most optimal algorithm is Random Forest with a value of f1-score (micro) 94%, 

f1-score (macro) 73%, f1-score (weighted) 94%, and balance accuracy 74%. For the best parameters from the use of 

Hyperparameter tuning from the Random Forest algorithm, namely max_depth = 80, max_features = 4, min_samples_leaf = 4, 
min_samples_split = 10, and n_estimators = 400. For the best parameters from the use of Hyperparameter tuning from the 

Decision Tree algorithm, namely criterion = gini, max_depth = 100, max_features = sqrt, min_samples_leaf = 1, and 

min_samples_split = 3, and for the best parameters from the use of Hyperparameter tuning from the K-Nearest Neighbor 
algorithm, namely leaf_size = 10, n_neighbors =  40, and weights = distance. In addition to experiments to find the best machine 

learning algorithm, this research also produces a web-based system that accepts input in the form of health indicators and 

provides prediction results. 
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I. PENDAHULUAN 

Penyebab utama kematian di seluruh dunia yang paling fatal adalah penyakit jantung, tercatat pada WHO pada tahun 

2006 sejumlah 17,5juta orang terkena penyakit jantung kardiovaskular. Banyaknya kejadian serangan jantung tiba-tiba dan 

tanpa ada gejala apapun dapat menyebabkan kematian. Dengan banyaknya kematian akibat serangan jantung secara tiba-

tiba maka diperlukan sistem untuk dapat memprediksi penyakit jantung agar dapat membantu dalam pencegahan, diagnosis 

dini, dan pengelolaan penyakit jantung. Prediksi yang akurat sangat penting untuk memungkinkan pencegahan dini dan 

perubahan pola hidup [1]. 

Berbagai algoritma machine learning dapat digunakan untuk memprediksi penyakit jantung, seperti Support Vector 

Machine, Naïve Bayes, Random Forest, K-Nearest Neighbor, dan Decision Tree [2]. Dalam penelitian ini, algoritma 

machine learning yang digunakan adalah K-Nearest Neighbor, Decision Tree, dan Random Forest. 

Algoritma K-Nearest Neighbor memprediksi penyakit jantung berdasarkan kemiripan data pasien baru dengan data 

pasien yang telah terdiagnosis [3]. Untuk menangani data dengan berbagai jenis atau data yang tidak lengkap adalah cara 

kerja untuk algoritma Decision Tree [4]. Cara kerja algoritma Random Forest adalah dengan menghasilkan simpul anak 

untuk setiap node secara acak bertujuan untuk meningkatkan akurasi hasil. Algortima Random Forest merupakan 

pengembangan dari algoritma Decision Tree yang menghasilkan kumpulan pohon Keputusan dengan tingkat akurasi lebih 

tinggi [5]. 

Dalam melakukan penelitian, untuk mendapatkan hasil kinerja yang paling optimal maka pencarian outlier diterapkan, 

bertujuan untuk meningkatkan hasil kinerja model dan menangani ketidakseimbangan pada data [6]. Setelah pencarian 

outlier diterapkan, langkah berikutnya adalah penerapan hyperparameter tuning yang bertujuan untuk menentukan 

parameter yang paling tepat dan optimal. Proses ini melibatkan penggabungan parameter dari masing-masing algoritma 

yang digunakan. Setelah menerapkan hyperparameter tuning hasil akhir akan berupa sebuah dashboard atau situs web. 

Tujuan dari dashboard atau situs web adalah untuk memprediksi kemungkinan persentase seseorang terkena penyakit 

jantung. 

 



e-ISSN :   Jurnal Strategi  

Volume 6 Nomor 2 November 2024 

 

273 

 

II. METODOLOGI PENELITIAN 

A. Flowchart 

Berikut Gambar 1 yaitu flowchart untuk prediksi penyakit jantung bertujuan untuk mempermudah pemahaman alur 

penelitian yang akan dikerjakan: 

 
Gambar 1. Flowchart untuk prediksi penyakit jantung 

Tahapan pertama dalam melakukan penelitian adalah melakukan download dan input dataset yang akan digunakan untuk 

memprediksi penyakit jantung. Setelah melakukan tahapan input dataset, maka tahapan berikutnya adalah melakukan 

eksplorasi data. Bertujuan untuk mengetahui dan memahami dataset yang akan digunakan, merupakan tahapan penting 

untuk machine learning sebelum melakukan analisis. Setelah melakukan tahapan eksplorasi data, tahapan berikutnya adalah 

melakukan preprocessing data. Tujuan dari melakukan preprocessing data adalah untuk machine learning dapat mengolah 

data dengan lancar. Dengan melakukan preprocessing data maka dapat menyaring dan memilah data dengan tujuan analisis 

pada prediksi penyakit jantung. 

Tahapan berikutnya adalah setelah data valid maka akan melakukan tahapan klasifikasi, namun jika data tidak valid 

maka akan melakukan tahapan preprocessing kembali. Dalam tahapan klasifikasi adalah pengujian setiap algoritma yang 

digunakan agar menghasilkan kinerja yang optimal. Setelah melakukan tahapan klasifikasi maka melakukan tahapan 

klasifikasi menggunakan hyperparameter tuning, bertujuan untuk menentukan parameter yang paling optimal dan 

menghasilkan kinerja yang optimal. Proses hyperparameter tuning melibatkan penggabungan parameter yang tersedia untuk 

masing-masing algoritma. 

Setelah tahapan klasifikasi menggunakan hyperparameter tuning diterapkan, maka tahapan berikutnya merupakan 

analisis hasil. Analisis hasil bertujuan untuk melakukan analisis hasil klasifikasi dan melakukan perbandingan hasil dari 

algoritma yang digunakan seperti K-Nearest Neighbor, Decision Tree, dan Random Forest. Setelah melakukan 

perbandingan hasil maka akan mendapatkan hasil kinerja yang paling optimal, bertujuan untuk digunakan dalam 

memprediksi penyakit jantung. 

B. Penyakit Jantung 

Sistem peredaran darah yang berperan penting dalam tubuh manusia adalah jantung, ketika kondisi jantung tidak dapat 

melaksanakan tugasnya dengan baik maka terindikasi sebagai penyakit jantung. Sebanyak 7,3juta penduduk dunia 

meninggal dikarenakan penyakit jantung berdasarkan data dari WHO. Penyakit jantung tidak dapat menular namun 

merupakan penyakit yang paling mematikan nomor satu di dunia. 

Penyakit jantung dapat juga disebut sebagai penyakit jantung koroner, kerusakan berat pada jantung disebabkan oleh 

darah yang mengalir ke otot jantung terhenti/tersumbat sehingga penyakit jantung dapat terjadi. Penggunaan alcohol, fisik 
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yang tidak aktif, diet yang tidak sehat, penggunaan tembakau menjadi penyebab utama terkena penyakit jantung. Kemudian 

resiko terkena penyakit jantung akan bertambah dengan bertambahnya umur, memiliki kolesterol yang tinggi, kelebihan 

berat badan, dan tekanan darah yang tinggi [7]. 

C. Machine Learning 

Pengembangan sistem yang berfokus untuk kemampuan belajar secara mandiri tanpa harus berulang kali diprogram oleh 

manusia yaitu Machine Learning yang merupakan cabang dari Artificial Intelligence. Ketika machine learning belajar maka 

membutuhkan data yang valid untuk digunakan ketika proses training dan ditujukan untuk testing agar dapat menghasilkan 

output yang optimal [8]. Kemudian untuk algoritma machine learning terbagi menjadi beberapa algoritma yaitu salah 

satunya supervised machine learning, artinya adalah untuk mengetahui hubungan antara atribut input dengan atribut target. 

Salah satu teknik yang digunakan oleh supervised machine learning adalah klasifikasi [9]. 

D. K-Nearest Neighbor 

K-Nearest Neighbor (KNN) adalah suatu algoritma yang menggunakan algoritma supervised dimana hasil dari query 

instance yang baru diklasifikasikan berdasarkan mayoritas dari kategori pada KNN. Tujuan dari algoritma KNN adalah 

untuk menglasifikasi objek baru berdasarkan atribut dan training samples. Dimana hasil dari sampel uji yang baru 

diklasifikasikan berdasarkan mayoritas dari kategori pada KNN. Langkah-langkah pada algoritma KNN: 

1. Tentukan jumlah tetangga (K) yang akan digunakan untuk pertimbangan penentuan kelas. 

2. Hitung jarak dari data baru ke masing-masing poin data di dataset. 

3. Ambil sejumlah K data dengan jarak terdekat, kemudian tentukan kelas dari data baru tersebut. 

Untuk mencari dekat atau jauhnya jarak antar titik pada kelas k biasanya dihitung menggunakan jarak Euclidean. Jarak 

Euclidean adalah formula untuk mencari jarak antara 2 titik dalam ruang dua dimensi[10]. 

E. Decision Tree 

Decision Tree merupakan salah satu algoritma yang dapat digunakan untuk memprediksi dari data yang sebelumnya 

sudah tersedia. Berikut langkah-langkah dalam membuat pohon keputusan: 

a. Memilih atribut untuk dijadikan sebagai akar yang berdasarkan dari nilai gain tertinggi dari atribut yang sudah ada 

b. Membuat cabang pada tiap-tiap nilai 

c. Membuat setiap kasus pada cabang 

d. Membagi kasus pada cabang 

e. Mengulangi setiap tahapan supaya mendapatkan kelas yang sama dari setiap cabang maupun setiap kasus [11]. 

F. Random Forest 

Random Forest adalah algoritma regresi dan klasifikasi yang menjadi bagian dari kelompok ensemble learning. 

Pengembangan dari decision tree merupakan algoritma random forest dimana setiap decision tree telah melakukan proses 

pelatihan menggunakan sampel individu. Random forest yang akan dihasilkan memiliki banyak tree dan setiap tree ditanam 

dengan cara yang sama dan dengan bertambahnya dataset, maka tree akan ikut berkembang. 

Pemilihan atribut pada sebuah node akan dipecah dan diambil secara acak, setiap tree diberi sampel data pelatihan 

dengan menggunakan metod bagging, dan setiap tree dibangun menggunakan metode yang sama bertujuan untuk 

membangun klasifikasi dan pohon regresi [2]. 

G. Hyperparameter Tuning 

Sebagian besar algoritma machine learning memiliki sejumlah parameter yang harus ditentukan sebelum dijalankan, 

yang disebut sebagai hyperparameter. Nilai optimal dari hyperparameter ini dapat dicari untuk memaksimalkan kinerja 

algoritma machine learning, melalui proses yang dikenal sebagai hyperparameter tuning.  

Untuk memilih konfigurasi hyperparameter yang sesuai untuk dataset tertentu, bisa digunakan nilai default yang 

disediakan oleh paket perangkat lunak atau dengan mengatur secara manual berdasarkan rekomendasi dari literatur, 

pengalaman atau metode uji coba dan kesalahan [12]. 

H. Outlier 

Dalam proses pengumpulan data ada istilah yang dikenal sebagai outlier. Merupakan sesuatu yang terpisah dibandingkan 

dengan yang lainnya dalam kumpulan data. Hasil dari kesalahan ketika proses koleksi data dapat disebut sebagai outlier. 

Beberapa metode yang dapat digunakan untuk mendeteksi outlier yaitu: 

- Menggunakan metode IQR-Score, yaitu mengukur dispersi statistik yang sama dengan perbedaan antara persentil ke-

75 dan ke-25 atau antara kuartil atas dan bawah. 
- Menemukan outlier dengan cara box plot dengan memvisualisasikan data [13]. 
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I. Dashboard Untuk Prediksi Penyakit Jantung 

Pembuatan dashboard untuk dapat memprediksi penyakit jantung dengan cara pemindahan model kedalam situs web 

yang bernama flask. Bertujuan untuk memprediksi penyakit jantung berdasarkan indikator-indikator kesehatan dan 

penggunaan algoritma menggunakan hasil kinerja yang paling optimal. Berikut Gambar 2. Tampilan awal untuk dashboard 

memprediksi penyakit jantung: 

 

 
Gambar 2. Tampilan awal untuk dashboard memprediksi penyakit jantung 

Pada Gambar 2. Tampilan awal untuk dashboard memprediksi penyakit jantung merupakan tampilan awal dari 

dashboard yang akan digunakan untuk memprediksi penyakit jantung, berisi indikator-indikator kesehatan seperti jenis 

kelamin dari responden, memiliki penyakit, dan tombol yang dapat memprediksi persentase terkena penyakit jantung. 

 

III. IMPLEMENTASI 

Melakukan encoding dataset dan bertujuan untuk dataset dapat diproses oleh algoritma machine learning. Dataset dibagi 

kedalam 80% untuk training dan untuk testing sebesar 20%. Melakukan penghapusan untuk outlier agar meningkatkan 

kinerja algoritma pada fitur SleepHours, HeightInMeters, WeightInKilograms, dan BMI dengan menggunakan rumus IQR-

Score. 

Berikut merupakan                        Gambar 3. Outlier pada fitur SleepHours dan tahapan penghapusan outlier: 

 
                       Gambar 3. Outlier pada fitur SleepHours 
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Gambar 4. Outlier yang terhapus pada fitur SleepHours 

Berdasarkan Gambar 3 dan Gambar 4 terdapat outlier yang telah di-visualisasikan menggunakan boxplot seperti titik 

yang melebihi batas maksimal dan batas minimum. Setelah melakukan visualisasi untuk mendapatkan outlier maka 

melakukan penghapusan dengan rumus IQR-Score. Pada Gambar 4 merupakan tampilan outlier yang terhapus. Tahapan 
berikutnya merupakan penghapusan pada fitur HeightInMeters, berikut merupakan Gambar 5. Outlier pada fitur 

HeightInMeters: 

 

 

Gambar 5. Outlier pada fitur HeightInMeters 

 

Gambar 6. Outlier yang terhapus pada fitur HeightInMeters 

Berdasarkan Gambar 5 dan Gambar 6 terdapat outlier yang telah di-visualisasikan menggunakan boxplot seperti titik 

yang melebihi batas maksimal dan batas minimum. Setelah melakukan visualisasi untuk mendapatkan outlier maka 

melakukan penghapusan dengan rumus IQR-Score. Pada Gambar 6 merupakan tampilan outlier yang terhapus. 
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                       Gambar 7. Outlier pada fitur WeightInKilograms 

               
                     Gambar 8. Tahapan pertama untuk outlier yang terhapus pada fitur WeightInKilograms 

              
             Gambar 9. Tahapan kedua untuk outlier yang terhapus pada fitur WeightInKilograms 

Berdasarkan Gambar 7, Gambar 8, dan Gambar 9 merupakan tahapan penghapusan outlier dengan melakukan visualisasi 

menggunakan boxplot. Untuk Gambar 8 merupakan tahapan pertama penghapusan outlier dan masih terdapat beberapa 

titik/outlier diatas maksimal dan minimum yang terdeteksi oleh boxplot. Setelah tahapan pertama penghapusan outlier, 

Gambar 9 merupakan tahapan kedua untuk penghapusan outlier pada fitur WeightInKilograms. 
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Gambar 10. Outlier pada fitur BMI 

 
Gambar 11. Tahapan pertama untuk outlier yang terhapus pada fitur BMI 

 
Gambar 12. Tahapan kedua untuk outlier yang terhapus pada fitur BMI 

Berdasarkan Gambar 10, Gambar 11, dan Gambar 12 merupakan tahapan penghapusan outlier dengan melakukan 

visualisasi menggunakan boxplot. Untuk Gambar 11 merupakan tahapan pertama penghapusan outlier dan masih terdapat 

beberapa titik/outlier diatas maksimal dan minimum yang terdeteksi oleh boxplot. Setelah tahapan pertama penghapusan 

outlier, Gambar 12 merupakan tahapan kedua untuk penghapusan outlier pada fitur BMI. 
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Setelah melakukan penghapusan pada outlier maka tahapan berikutnya adalah melakukan oversampling. Bertujuan untuk 

menyeimbangi data yang bersifat imbalanced. Penggunaan oversampling yaitu dengan cara menambahkan jumlah data pada 

kelas minoritas sehingga dapat mengimbangi atau mendekati jumlah data pada kelas mayoritas  [14]. Untuk fitur yang di-

oversampling merupakan fitur target yaitu HadHeartAttack dan menggunakan metode RandomOverSampler. 

 

                                   
 

Berdasarkan pada kode diatas dapat disimpulkan bahwa data sebelum melakukan oversamping untuk kelas minoritas 

pada fitur target sejumlah 9703, dan setelah melakukan oversampling data pada kelas minoritas berjumlah 173436. 

Setelah melakukan tahapan oversampling maka berikutnya merupakan tahapan penggunaan hyperparameter tuning. 

Penggunaan hyperparameter tuning digunakan pada setiap algoritma agar dapat mencari hasil kinerja yang paling optimal 

dan parameter yang terbaik. Metode yang digunakan untuk hyperparameter tuning adalah GridSearchCV. Berikut 

merupakan contoh penggunaan hyperparameter tuning pada algoritma random forest: 

 

                                    
 

Berdasarkan penggunaan hyperparameter tuning, berikut merupakan parameter terbaik untuk algoritma machine 

learning yang digunakan: 

TABEL I 
PARAMETER TERBAIK UNTUK ALGORITMA MACHINE LEARNING DENGAN MENGGUNAKAN HYPERPARAMETER TUNING 

K-Nearest Neighbor Decision Tree Random Forest 

leaf_size = 10, 

n_neighbors = 40, 

weights = distance 

criterion = gini, 

max_depth = 100, 

max_features = sqrt, 
min_samples_leaf = 1, 

min_samples_split = 3 

max_depth = 80, 

max_features = 4, 

min_samples_leaf = 4, 
min_samples_split = 10, 

n_estimators = 400 

 

 

Berdasarkan hasil penelitian, algoritma random forest dengan melakukan oversampling menghasilkan performa yang 

paling optimal dalam memprediksi penyakit jantung. Hal ini ditunjukkan dengan nilai balanced_accuracy dan f1-

score(micro, macro, dan weighted) yang paling optimal dibandingkan dengan algoritma yang lainnya. Berikut Error! 

Reference source not found.: 

parameters = {'n_estimators': [200,400],  

              'max_features': [2,4],  

              'max_depth': [80,100],  

              'min_samples_split': [10,12], 

              'min_samples_leaf': [4,8] 

             } 

grid_obj = GridSearchCV(rf, parameters) 

grid_obj = grid_obj.fit(X_resampled, y_resampled) 

# Melakukan kombinasi yang terbaik untuk parameter 

rf = grid_obj.best_estimator_ 

# Melakukan pelatihan model 

rf.fit(X_resampled,y_resampled) 

y_pred = rf.predict(X_test) 

#Data sebelum oversampling 
HadHeartAttack 

0                 173436 

1                   9703 
 

from imblearn.over_sampling import RandomOverSampler 

over = RandomOverSampler() 

X_resampled, y_resampled = over.fit_resample(X_train, y_train) 
 

#Data setelah oversampling 

0                 173436 
1                 173436 
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TABEL III 
PERBANDINGAN HASIL ALGORITMA MACHINE LEARNING MENGGUNAKAN OVERSAMPLING DAN TIDAK MENGGUNAKAN OVERSAMPLING 

Algoritma Oversampling balanced_accuracy f1-score(micro) f1-score(macro) f1-score(weighted) 

K-Nearest 

Neighbor 

Ya 0.69 0.74 0.53 0.81 

K-Nearest 

Neighbor 

Tidak 0.50 0.94 0.48 0.92 

Decision Tree Ya 0.60 0.92 0.61 0.92 

Decision Tree Tidak 0.57 0.94 0.60 0.93 

Random Forest Ya 0.74 0.94 0.73 0.94 

Random Forest Tidak 0.54 0.95 0.56 0.93 

 

Berdasarkan Error! Reference source not found. dapat disimpulkan bahwa: 

• Algoritma Random Forest dengan melakukan oversampling merupakan hasil kinerja yang paling optimal untuk 

memprediksi penyakit jantung. 

• Tanpa melakukan oversampling, algoritma decision tree dan random forest menghasilkan performa yang setara pada 

f1-score(weighted). 

• Dengan melakukan oversampling maka membantu meningkatkan performa prediksi pada dataset yang imbang. 

 

Setelah melakukan perbandingan hasil algoritma machine learning menggunakan oversampling dan tidak menggunakan 

oversampling. Tahapan berikutnya adalah tampilan dashboard yang dapat memprediksi penyakit jantung berdasarkan 

indikator-indikator kesehatan. Berikut merupakan tampilan dashboard: 

 

 
Gambar 13. Dashboard prediksi penyakit jantung berdasarkan indikator kesehatan 
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Gambar 14. Dashboard prediksi penyakit jantung berdasarkan indikator kesehatan 

Pada Gambar 13 dan Gambar 14 merupakan dashboard untuk memprediksi penyakit jantung berdasarkan indikator 

kesehatan yang telah terisi untuk fitur masing-masing. Fitur-fitur yang disediakan seperti gender responden, kondisi 

kesehatan responden, dan riwayat penyakit yang dimiliki oleh responden. 

 

 
Gambar 15. Dashboard prediksi penyakit jantung berdasarkan indikator kesehatan 
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Gambar 16. Dashboard prediksi penyakit jantung berdasarkan indikator kesehatan 

 

 
Gambar 17. Dashboard prediksi penyakit jantung berdasarkan indikator kesehatan 

Pada Gambar 15, Gambar 16, dan Gambar 17 merupakan dashboard berisikan indikator kesehatan yang telah terisi 

seperti fitur umur, berat badan, tinggi badan, dan riwayat penyakit lainnya. 

 

 
Gambar 18 Hasil dashboard prediksi penyakit jantung berdasarkan indikator kesehatan 

Pada Gambar 18 merupakan hasil dari responden yang telah mengisi indikator-indikator kesehatan, sebesar 78% 

responden terkena penyakit jantung. 

IV. SIMPULAN DAN SARAN 

Berdasarkan penelitan yang telah dibuat dapat disimpulkan dalam pembuatan sistem untuk pemodelan memerlukan 

kinerja yang optimal maka memerlukan persiapan data, pemilihan algoritma yang tepat berdasarkan hasil kinerja yang 

paling optimal. Untuk hasil kinerja algoritma machine learning yang paling optimal adalah random forest dengan nilai f1-

score(micro) 94%, f1-score(macro) 73%, dan f1-score(weighted) 94%. Ketika menggunakan hyperparameter tuning 

memerlukan pemahaman antara parameter satu sama lainnya, bertujuan untuk menghasilkan output yang maksimal dan 

menemukan parameter yang optimal. 

Adapun beberapa saran yang dapat bermanfaat sebagai acuan dalam melakukan prediksi penyakit jantung yaitu 

melakukan eksplorasi data mengenai fitur yang berhubungan dengan target agar hasil dapat mendekati optimal berdasarkan 

fitur yang saling berhubungan dengan tepat, melakukan pembagian dataset yang lebih mendalam dengan menggunakan k-

fold, melakukan eksplorasi data dan preprocessing data lebih mendalam dikarenakan terdapat fitur yang banyak dapat 

mengurangi machine learning bekerja dengan optimal. 
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